Resenha Tópicos em Bioinformática

Introdução Biológica
O Projeto Genoma Humano (PGH) consistiu em um esforço internacional para o mapeamento do genoma humano e a identificação de todos os nucleotídeos que o compõem. Após iniciativa do Instituto Nacional de Saúde dos Estados Unidos (NIH), centenas de laboratórios de todo o mundo se uniram à tarefa de sequenciar, um a um, os genes que codificam as proteínas do corpo humano e também aquelas sequências de DNA que não são genes. O PGH teve como objetivos identificar e fazer o mapeamento dos cerca de 80 mil genes que se calculava existirem no DNA das células do corpo humano; determinar as seqüências dos 3 bilhões de bases químicas que compõem o DNA humano; armazenar essa informação em bancos de dados e desenvolver ferramentas eficientes para analisá-los e torná-los acessíveis para novas pesquisas biológicas.

O término do projeto nos trouxe muitas informações sobre as estruturas dos genes, mas não sobre como eles funcionam. Com essas novas informações disponíveis abre-se, então, um novo panorama de estudo: Entender como as bases do genoma se relacionam, regulam, e fazem funcionar um organismo tão complexo como o ser humano. Esta linha de pesquisa tem aplicações muito interessantes, principalmente na área da saúde. 
Compreendendo como funcionam e se relacionam cascatas de reações dentro das células poderíamos desenvolver biomarcadores como, por exemplo, para a doença de Parkinson. A Doença de Parkinson (DP) se divide em estágios pré e os sintomáticos (Wolters et al 2000, Del Tradici et al 2002, Braak et al 2003). Seria de grande interesse a descoberta de biomarcadores que caracterizem os estágios pré-sintomáticos da DP e que possam, futuramente, ser utilizados na prática clínica, permitindo intervenções terapêuticas antes da manifestação da doença (Shi et al. 2010).
Poderíamos, em teoria, bloquear vias metabólicas que desencadeassem alguma patogênia, como fenilcetonúria (Blau et al 2010) ou então tentar sugerir qual gene faz com que um paciente responda pior a um medicamento nos diversos tipos de câncer, ou ainda qual gene estaria envolvido na recidiva de um câncer de fígado tansplantado (Wadhawan et al 2010).
Como dito por Chen (Chen et al 2009) o sequenciamento de genomas completos de várias espécies
forneceu-nos riqueza de informação genética. Para fazer uso
da grande quantidade de dados disponíveis é necessária a elaboração de
técnicas de análise computacional. (Chen 2009).

Para estas finalidades têm sido desenvolvidas novas tecnologias, no campo da biologia molecular, e novos modelos matemáticos, na área de biologia computacional, para agrupar e predizer funções de novos genes.

Na biologia molecular as técnicas mais usadas atualmente tem sido as expressão gênica (DNAmicroarray) e as de protômica (Géis2D e Espectometria de massa).
    Atualmente, as redes de interação genica  a partir de dados de expressão de mRNA tem demonstrado, com sucesso, seu potencial para descobrir 
mecanismos celulares (Liang et al., 1998; Friedman et al., 2000; Tamada et al., 2003; Segal et al., 2003c).
Na área de biologia computacional, novas técnicas para análise dos dados em larga escala ,gerados pela biologia molecular, também vem sendo desenvolvidas.Dentre as diversas formas de análises computacionais, tais como as redes booleanas e redes qualitativas, as redes Bayseanas vem chamando atenção devido à sua fundação teórica bem estabelecida e a sua robustez estatística (Hyoun Lee, 2004).

Esta resenha revisa algumas maneiras de analisar e gerar informações biologicamente relevantes de dados em larga escala. 
A técnica de DNAmicroarray é a mais comumente utilizada tanto para identificar padrões de expressão gênica por clusterização quanto para detectar genes diferencialmente expressos entre duas ou mais classes de amostras. (Phan, 2006).
Estes dois tipos de utilização estão inseridos na esfera dos métodos não supervisionados e supervisionados de algoritmos. Os algoritmos que se utilizam de métodos não supervisionados não necessitam de informações a priori sobre as amostras do microarray; já os supervisionados precisam saber quais foram as condições experimentais dos dados. 

Uma das técnicas que tem sido mais utilizada para análise de dados em larga escala, como, por exemplo, dados de DNAmicroarray é a de clusterização (Nugent,2010;Simpson,2010). Esta análise consiste em uma classificação de características observadas em grupos levando-se em conta propriedades compartilhadas pelas amostras. (Simpson 2010).
 As amostras podem ser clusterizadas para identificar aquelas que apresentam padrões de expressão similar (eisen, 1998) ou aquelas que foram expostas às mesmas condições experimentais (artigo). Outra abordagem possível é a de clusterizar genes para tentar identificar grupos que possuam correlação biológica (eisen, 1998). 
Muitos estudos têm sido publicados com uso de técnicas de clusterização em dados de larga escala (Artigos) e, na maioria destes, algo em torno de 10,000 genes são medidos simultaneamente e comparados em diversas condições. Este grande número de dimensões, o ruído e a baixa qualidade dos conjuntos de dados tornam a identificação dos clusters problemática. (Simpson 2010). 
As técnicas de clusterização baseiam-se, em geral, na variação do experimento como um todo, quando frequentemente apenas parte dos dados é responsável pela similaridade funcional, o que também dificulta a identificação dos clusters. Além disso, não consideram que um gene possa fazer parte de múltiplas vias metabólicas e apresentarem diferentes funções em cada uma destas, o que acontecesse muito frequentemente. (Chen 2009) Devido a estes fatores, as técnicas de clusterização tem tido sua aplicação limitada a algumas condições específicas. 
Com o crescente número de laboratórios e pesquisadores gerando dados em larga escala era necessária a utilização de uma abordagem distinta, para aumentar a capacidade das análises computacionais em lidar de com grandes quantidades de informações de uma maneira mais eficiente. 

Dentre as diversas formas de análises, tais como as redes booleanas e redes qualitativas, as redes Bayseanas vem chamando atenção devido à sua fundamentação teórica bem estabelecida e a sua robustez estatística (Hyoun Lee, 2004). As redes Bayesianas se destacam como uma das melhores técnicas de inteligência computacional, tendo se tornado um dos principais métodos para se trabalhar com incerteza no campo da inteligência artificial (Huang et al, 2004)
Redes Bayesianas [Russel & Norvig 2000], [Jordan 1999], [Pearl 1988], [Cowell et al 1999] são modelos gráficos para raciocínio baseado na incerteza, onde os nós representam as variáveis aleatórias (discretas ou contínuas), e os arcos representam a conexão direta entre eles (dependências condicionais). A cada nó está associada uma distribuição de probabilidade. 
Nas redes Bayesianas normalmente assume-se que o modelo é invariante no tempo (estacionário), esta característica só é interessante quando não estamos nos importando com a progressão dos dados, por exemplo, quando estudamos apenas dados binários, se pacientes apresentam ou não uma doença, ou se a proteína é ou não funcional, sem nos importar com o estagio da doença ou grau de funcionalidade da proteína em questão. Como o propósito dos estudos genéticos em larga escala é entender o funcionamento e interação de genes nas células com o passar do tempo é necessária a utilização de um modelo que leve em consideração mais esta variável (tempo). 
A Rede Bayesiana Dinâmica (RBD) [Ghahramani 1998], [Roweis & Ghahramani 1999], [Russel & Norvig 2000] é uma rede Bayesiana que representa um modelo probabilístico temporal como o da figura 1: em cada instante t, St é um conjunto de variáveis de estado (podendo ser discretas ou contínuas) e Et é um conjunto de variáveis de evidência (observadas, podendo ser discretas ou contínuas).


                                       Figura1: Exemplo de Rede Bayesiana Dinâmica.
Normalmente as distribuições P(St|St-1) e P(Et|St) de uma RBD devem ser aprendidas a partir dos dados disponíveis. Da mesma forma que em uma rede Bayesiana, conhecendo-se a estrutura da rede e sendo todas as variávies observáveis, o aprendizado é feito pela estimação de máxima verossimilhança. 
Os casos em que cada estado corresponde a uma
evento observável claro são demasiadamente restritivos. Para conseguir modelar conjuntos de dados que variam no tempo e não possuem todas as variáveis observáveis utiliza-se um tipo específico de rede Bayesiana dinâmica: um Hidden Markov Model (HMM) [Rabiner 1989] que é um caso particular de uma RBD onde cada St é constituído por uma única variável aleatória discreta. Como St não é observado nos dados de treinamento, a estimação das probabilidades P(St+1|St), P(Et|St) e P(S0) geralmente é feita pelo algoritmo Expectation Maximization [Ghahramani 1998]. Em suma, é um modelo em que a observação é um resultado probabilístico do Estado.
O uso do HMM vem se tornando cada vez mais comum para a construção de sistemas que confiam no conhecimento probabilístico e tem sido aplicada em uma variedade de atividades (redes de interação de genes, de proteinas).Por modelar estados não oberváveis é possivel fazer predições e inferencias, esta vantagem confere aos algoritmos baseados em HMM uma grande aplicabilidade, trabalhos vem sendo desenvolvidos no sentido de fazer predições de proteínas núcleares (Kumar 2009) estruturas secundárias (Martin 2006), de identificação de vias metabólicas de genes (Chen 2009),etc. Estudos de predição e inferencia tem grande importância na área biológica. 

Chen 2009 tinha como principal objetivo produzir um modelo matemático que detectasse genes que fizessem parte de vias metabólicas específicas.Para tanto os autores se basearam seu algoritmo em HMM. Este artigo exemplifica bem como as análises em dados de larga escala podem ser feitas.

Os autores trabalharam com dados de DNAmicroarrays retirados de um banco de dados publico. Dados experimentais de array geralmente apresentam muitos valores em branco, isto se deve, geralmente, por erros humanos, contaminações, resolução insuficiente, imagens corrompidas (Troyanskaya 2001). 
Como algoritmos trabalham melhor com dados completos ou autores utilizaram o método de KNN para substituir os valores em branco. O método baseado em KNN seleciona genes com perfis de expressão similares ao gene de interesse que não possui valor. Se considerarmos um gene A, com valor em branco no experimento 1, este método encontraria K outros genes que possuíssem valores próximos a A em 2-N experimentos (onde N é o número total de experimentos). A média ponderada dos K genes mais próximos no experimento 1 é
então utilizada como uma estimativa para o valor em falta no gene A. Com a matriz de dados completa o algoritmo tem um aumento na eficiência (Simpson et al 2010).
Neste artigo os autores partem do principio que genes que participam da mesma função numa condição experimental específica teriam padrões de expressão gênica similares. Funções celulares são geralmente complexas e necessitam que grupos de genes cooperem para que ela aconteça; este grupo de genes envolvidos um uma mesma função metabólica foi chamado de Módulo Funcional (Chen 2009). Esta modularização ocorre comumente em sistemas complexos (Hartwell,1999; Ravasz 2002); módulos funcionais formam uma base, a partir deles é possível entender interações mais complexas, uma vez que interações complexas de funções celulares podem ser entendidas como interações de redes mais simples (Friedman 2004, Kholodenko, 2002).   

Através de um novo algoritmo, para maximizar a utilização do algoritmo principal, é feita uma redução dos dados baseando-se nas características. Este novo algoritmo detecta, na matriz do array, um grupo de experimentos onde os genes base tenham um grande nível de similaridade (média do pairwise) para tanto são selecionados de bancos de dados públicos genes que fazem parte de um conjunto de dados de interesse (neste caso o ciclo de vida de Drosophila), estes serão os genes base, que servirão de comparação para o algoritmo que fará a redução dos dados pela característica (Chen 2009). 
Após este passo, foi feito o treinamento dos dados utilizando a técnica de HMM um problema recorrente em dados de array é o ruído, que atrapalha as análises e diminui a sensibilidade do algoritmo, perdendo informações. Para lidar com este tipo de problema os autores permitiram transições entre todos os estados do modelo, desde que esta transição seja extremamente vantajosa.

Após o treinamento este HMM tende a ser como um HMM sequencial para a maioria dos estados (exceções geralmente possuem baixa probabilidade de transição). Os scores são calculados para este modelo. É feita ainda uma segunda análise de HMM, desta vez com dados randômicos, para estimar a significância dos primeiros scores. 
Caso o valor do score seja alto o gene pertenceria ao mesmo módulo funcional dos genes base. Score é calculado como a probabilidade de uma seqüência observada (neste caso expressão gênica) ter sido gerada pelo HMM, O problema, então, seria identificar o que é um score alto, para isso os autores utilizam uma distribuição chamada de Parzen density, ao invés de usar o modelo nulo, como na maioria dos artigos. Nesta distribuição, as probabilidades de objetos no conjunto de treinamento do HMM feito com dados escolhidos randomicamente estabelecem o valor do limiar da probabilidade, uma maneira mais refinada para definir a distribuição ao acaso dos dados do que o modelo nulo e, por isso acaba gerando resultados mais satisfatórios.
 Este artigo consegue demonstrar, em seus resultados uma eficiência importante na modelagem de ruído e em encontrar novos genes pertencentes às vias metabólicas específicas.

O artigo de Naoki segue outra linha, mas também utiliza em suas análises uma técnica de redes baseada em Markov. Este artigo tem como objetivo estimar redes de regulação gênica e de interação preteína-proteína simultaneamente. A figura 2 demonstra uma idéia conceitual do método proposto
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Figura 2: rede de regulação gênica e de interação proteína-proteína são montadas a partir de dados biológicos, simultaneamente.


Existe uma dificuldade em lidar com dados de interação entre proteínas, frequentemente eles contem erros que são difíceis de analisar. Portanto, para este artigo, foram utilizados dados de microarray, interação proteína-proteína, localização de proteínas e categorias funcionais.  O modelo consiste de três componentes: Uma rede de regulação gênica (gráfico direto), baseada em redes Bayesianas, um modelo de interação proteína-proteína (gráfico indireto), representado por redes de Markov binárias e a conexão estrutural entre as duas redes citadas. 
Já que proteínas que interagem são frequentemente co-expressas (Ge et al, 2001) abordagens anteriores estimam a  relação de co-expressão como uma regulação gênica e não como uma interação entre as proteínas.(Naoki,2005).Para superar este inconveniente, o artigo combina os três componentes em um modelo estatístico baseado em Bayes, para distinguir claramente interações entre proteínas e a rede de expressão gênica. O objetivo do modelo probabilístico proposto é construir as redes de interação entre proteínas e de regulação gênica que maximize a probabilidade conjunta.
Para a construção da rede de interação entre proteínas foram utilizados dados do ciclo celular de Saccharomyces cerevisiae. Foram utilizados para a construção desta rede quatro experimentos de interação proteína-proteína (Gavin et al 2002; Ho et al 2002; Ito et al 2001; Uetz et al 2000) e um de categorias funcionais (Mewes et al 2002). Para a construção da rede de regulação gênica foram usados dados de microarray (Jansen 2003) e foi feita uma rede Bayesiana padrão. É feita a junção das duas redes de maneira que penalize a coexistência de arestas diretas (derivadas de dados de expressão gênica) e arestas indiretas (derivadas de dados de proteínas).
O artigo demonstra que a sua abordagem estatística é mais eficiente que abordagens semelhantes descritas por outros autores (Segal 2003), e que as mesmas abordagens (redes de interação e rede de regulação) aplicadas separadamente, uma vez que conseguiu sugerir papéis biológicos para genes sem função, conseguiu predizer grandes redes funcionais de interação de proteínas de dez complexos protéicos. 

Conseguimos concluir destes dois artigos principais (Chen et al 2009, Naoki, 2005) que a os modelos de Markov vem sendo utilizados crescentemente e que tem demonstrado ser eficientes em lidar com dados em larga escala.O artigo de Naoki tem a vantagem de ter trabalhado com uma quantidade grande de dados, sem conhecer as vias metabólicas previamente, e ter unido dados de expressão com dados de proteínas, sendo assim mais completo do que o modelo de Chen.O modelo de Chen é um ótimo modelo específico, quando já se tem um grande conhecimento a priori dos dados. 
References

Blau N, van Spronsen FJ, Levy HL. Lancet. 2010 Oct 23;376(9750):1417-27.Phenylketonuria.

Braak H, Del Tredici K, Rüb U, de Vos RA, Jansen Steur EN, Braak E. Neurobiol Aging. 2003 Mar-Apr;24(2):197-211.Staging of brain pathology related to sporadic Parkinson's disease.

Cowell R. G, Dawid A. P., Lauritzen S. L. &Spiegelhalter D. J.. Probabilistic. Spring-Verlag, 1999. Networks and Expert Systems

Del Tredici K, Rüb U, De Vos RA, Bohl JR, Braak H.J Neuropathol Exp Neurol. 2002 May;61(5):413-26.Where does parkinson disease pathology begin in the brain?

Friedman N.Science. 2004 Feb 6;303(5659):799-805.Inferring cellular networks using probabilistic graphical models.

Friedman LK, Belayev L, Alfonso OF, Ginsberg MD.Neuroscience. 2000;95(3):841-57. Distribution of glutamate and preproenkephalin messenger RNAs following transient focal cerebral ischemia.

Gavin AC, Bösche M, Krause R, Grandi P, Marzioch M, Bauer A, Schultz J, Rick JM, Michon AM, Cruciat CM, Remor M, Höfert C, Schelder M, Brajenovic M, Ruffner H, Merino A, Klein K, 
Hudak M, Dickson D, Rudi T, Gnau V, Bauch A, Bastuck S, Huhse B, Leutwein C, Heurtier MA, Copley RR, Edelmann A, Querfurth E, Rybin V, Drewes G, Raida M, Bouwmeester T, Bork P, Seraphin B, Kuster B, Neubauer G, Superti-Furga G. Nature. 2002 Jan 10;415(6868):141-7. Functional organization of the yeast proteome by systematic analysis of protein complexes.

Ge H, Liu Z, Church GM, Vidal M.Nat Genet. 2001 Dec;29(4):482-6. Correlation between transcriptome and interactome mapping data from Saccharomyces cerevisiae.

Ghahramani Z. Learning Dynamic Bayesian Networks. In C. L. Giles & M. Gori (eds.), Adaptive Processing of Sequences and Data Structures, Lecture Notes in Artificial Intelligence, pp.168-197, Berlin, Springer-Verlag, 1998.

Hartwell LH, Hopfield JJ, Leibler S, Murray AW. Nature. 1999 Dec 2;402(6761 Suppl):C47-52. From molecular to modular cell biology.

Ho Y, Gruhler A, Heilbut A, Bader GD, Moore L, Adams SL, Millar A, Taylor P, Bennett K, Boutilier K, Yang L, Wolting C, Donaldson I, Schandorff S, Shewnarane J, Vo M, Taggart J, Goudreault M, Muskat B, Alfarano C, Dewar D, Lin Z, Michalickova K, Willems AR, Sassi H, Nielsen PA, Rasmussen KJ, Andersen JR, Johansen LE, Hansen LH, Jespersen H, Podtelejnikov A, Nielsen E, Crawford J, Poulsen V, Sørensen BD, Matthiesen J, Hendrickson RC, Gleeson F, Pawson T, Moran MF, Durocher D, Mann M, Hogue CW, Figeys D, Tyers M. Nature. 2002 Jan 10;415(6868):180-3. Systematic identification of protein complexes in Saccharomyces cerevisiae by mass spectrometry.

Huang B, Sivaganesan S, Succop P, Goodman E.Stat Med. 2004 Sep 15;23(17):2713-28. Statistical assessment of mediational effects for logistic mediational models.

Ito T, Chiba T, Ozawa R, Yoshida M, Hattori M, Sakaki Y. Proc Natl Acad Sci U S A. 2001 Apr 10;98(8):4569-74. Epub 2001 Mar 13. A comprehensive two-hybrid analysis to explore the yeast protein interactome.

Jordan, MI. Learning in Graphical Models. The MIT Press, 1999.

Kholodenko BN, Kiyatkin A, Bruggeman FJ, Sontag E, Westerhoff HV, Hoek JB. Proc Natl Acad Sci U S A. 2002 Oct 1;99(20):12841-6. Epub 2002 Sep 19. Untangling the wires: a strategy to trace functional interactions in signaling and gene networks.

Kumar M, Raghava GP. BMC Bioinformatics. 2009 Jan 19;10:22. Prediction of nuclear proteins using SVM and HMM models.

Lee PH, Lee D. Bioinformatics. 2005 Jun 1;21(11):2739-47. Epub 2005 Mar 29. Modularized learning of genetic interaction networks from biological annotations and mRNA expression data.

Liang S, Fuhrman S, Somogyi R. Pac Symp Biocomput. 1998:18-29. Reveal, a general reverse engineering algorithm for inference of genetic network architectures.

Martin J, Gibrat JF, Rodolphe F. BMC Struct Biol. 2006 Dec 13;6:25. Analysis of an optimal hidden Markov model for secondary structure prediction.

Mewes HW, Frishman D, Güldener U, Mannhaupt G, Mayer K, Mokrejs M, Morgenstern B, Münsterkötter M, Rudd S, Weil B. Nucleic Acids Res. 2002 Jan 1;30(1):31-4. MIPS: a database for genomes and protein sequences.

Nariai N, Tamada Y, Imoto S, Miyano S. Bioinformatics. 2005 Sep 1;21 Suppl 2:ii206-12. Estimating gene regulatory networks and protein-protein interactions of Saccharomyces cerevisiae from multiple genome-wide data.

Pearl,J. Probabilistic Reasoning in Intelligent Systems. Morgan Kaufmann, 1988.

Phan JH, Quo CF, Wang MD. Prog Brain Res. 2006;158:83-108. Functional genomics and proteomics in the clinical neurosciences: data mining and bioinformatics.

 Rabiner, LR. Proc. of the IEEE, vol. 77, no. 2, pp. 257-286, 1989. A tutorial on hidden Markov models and selected applications in speech recognition.

Ravasz E, Somera AL, Mongru DA, Oltvai ZN, Barabási AL. Science. 2002 Aug 30;297(5586):1551-5. Hierarchical organization of modularity in metabolic networks.

 Roweis,S & Ghahramani,Z. Neural Computation 11(2) pp. 305-345, 1999. A Unifying Review of Linear Gaussian Models.

Russel & Norvig 2000

Russell, S & Norvig, P. Prentice Hall,1995.  2nd edition draft copy, chapter 17, 2000. Artificial Intelligence: A Modern Approach,

Segal E, Shapira M, Regev A, Pe'er D, Botstein D, Koller D, Friedman N. Nat Genet. 2003 Jun;34(2):166-76. Module networks: identifying regulatory modules and their condition-specific regulators from gene expression data.

Senf A, Chen XW. Bioinformatics. 2009 Nov 15;25(22):2945-54. Epub 2009 Aug 31. Identification of genes involved in the same pathways using a Hidden Markov Model-based approach.

Shi M, Huber BR, Zhang J. Brain Pathol. 2010 May;20(3):660-71. Biomarkers for cognitive impairment in Parkinson disease.

Simpson TI, Armstrong JD, Jarman AP. BMC Bioinformatics. 2010 Dec 3;11(1):590. [Epub ahead of print]. Merged consensus clustering to assess and improve class discovery with microarray data.

Thorvaldsen S. J Bioinform Comput Biol. 2005 Dec;3(6):1441-60. A tutorial on Markov models based on Mendel's classical experiments.

Troyanskaya O, Cantor M, Sherlock G, Brown P, Hastie T, Tibshirani R, Botstein D, Altman RB. Bioinformatics. 2001 Jun;17(6):520-5. Missing value estimation methods for DNA microarrays.

Uetz P, Giot L, Cagney G, Mansfield TA, Judson RS, Knight JR, Lockshon D, Narayan V, Srinivasan M, Pochart P, Qureshi-Emili A, Li Y, Godwin B, Conover D, Kalbfleisch T, Vijayadamodar G, Yang M, Johnston M, Fields S, Rothberg JM. Nature. 2000 Feb 10;403(6770):623-7. A comprehensive analysis of protein-protein interactions in Saccharomyces cerevisiae.

Wadhawan M, Rastogi M, Gupta S, Kumar A. Trop Gastroenterol. 2010 Apr-Jun;31(2):75-81. Peritransplant management of chronic hepatitis C.

Wolters EC, Francot C, Bergmans P, Winogrodzka A, Booij J, Berendse HW, Stoof JC. J Neurol. 2000 Apr;247 Suppl 2:II103-9. Preclinical (premotor) Parkinson's disease.

S0





E 1





S1





E t





St








